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基于随机游走的
电子商务退货风险预测研究
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摘要: 随着电子商务的迅猛发展，电子商务环境下的退货问题日益重要。产品销售中的
高退货比例会为企业带来额外的物流和返修等成本，影响企业的正常运营。因此，有效防范
退货风险、识别潜在的退货倾向对于提高电子商务企业的管理决策水平具有重要意义。在大
数据背景下，电子商务企业积累了大量销售、退货和客户等多源异构数据，可基于此挖掘用户
在电子商务平台中购买和退货的行为模式，进而预测退货风险。

针对电子商务环境下的退货风险建模，引入二部图结构组织历史退货记录，并将问题形
式化为二部图上的节点排序问题。根据退货的用户和被退货产品的结构特点，在退货二部图
中定义随机游走规则，以表征退货风险在不同产品与用户之间的传递，即将客户的退货风险
表征为其退货的产品，而产品的风险表征为相关的客户。此外，考虑到退货记录的稀疏性问
题，进一步引入影响退货的用户和产品等各类特征，作为随机游走的先验信息，从而提出一种
融合特征的退货风险预测方法。

针对提出的预测算法，采用淘宝网一户商家的真实退货数据进行实验，实验结果表明，提
出的退货风险预测方法与同类方法( 如SVD和NMF等 ) 相比具有更高的预测精度，同时相关特
征的引入有效提升了模型的预测能力，特别是产品价格和质保证书对于预测精度具有显著的
提升。

该方法对于电子商务企业有效防范退货风险、加强客户管理等方面具有较强的实际意
义。一方面，可以帮助企业识别具有高退货风险的客户，并加强特定客户的关系管理 ; 另一方
面，可以改进对于高退货风险产品的规划，如改进质量、加强包装等。
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引言
近年来，网上购物因其具有方便快捷的属性，已

经成为人们的一种生活方式，极大地推动了电子商
务的发展。然而，电子商务的虚拟特性使顾客无法

获得商品的现场体验，只能依赖于商品描述、照片等
媒介，所以顾客对商品的认知容易产生偏差，导致实
际产品与需求不一致。在这种情况下，顾客便可能
产生退货行为。退货率过高会给制造商和零售商带
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来巨大的损失，例如零售商必须根据退回产品的情
况进行库存调整，带来巨大的运输和返修等成本，制
造商可能要调整其生产计划等。有数据表明，在美
国，每年因为产品退货产生的成本损失达到上千亿
美元［1］。据零售咨询公司统计，电商企业产品的平
均退货率高达三分之一。因此，防范电子商务环境
中的退货风险是电子商务企业需要高度重视的问
题。

实际上，随着大数据分析在商务管理中的深入
应用，大多数电子商务企业已经开始重视大数据对
于管理的重要意义，并具备了较为成熟的客户关系
管理系统、库存管理和销售管理系统，也因此积累了
大量的销售、客户和退货记录等数据。但是对于电
子商务环境下大规模退货行为模式的分析和研究仍
然较缺乏，也难以为管理者提供有效的退货风险预
警。

有鉴于此，本研究针对个体用户和产品在电子
商务环境下的退货风险进行分析和建模。电子商务
的退货环境中包含了用户和产品两种基本的实体类
型，因而可以将退货记录构造为二部图，而二部图的
结构及节点的排序可以通过定义实体间互相表示的
随机游走来发现。基于此，本研究设计了关于用户
和产品的随机游走过程，进而将用户和产品的退货
风险进行迭代直至收敛。同时，考虑到影响退货的
用户以及产品本身的各类因素，提出一种融合特征
的退货风险预测方法，并采用真实数据进行实验，验
证方法的有效性。

1 相关研究评述
1． 1 退货的影响因素

目前针对退货的相关研究主要是从营销和运作
管理的角度出发，分析影响退货的各类因素，并且探
究不同退货政策对于运营管理的影响。在退货的影
响因素研究方面，LI et al．［2］设计了不同的模型检验
在线购物中退货政策、商品价格、商品质量对于消费
者购买意愿和退货意愿的影响，发现这些要素的影
响是相互作用和耦合的; WALSH et al．［3］运用风险理
论，通过实验检验退款保证、产品评论和免费退货标
签 3种工具对用户退货行为的影响，发现退款保证的
使用增加了产品的退货率，而产品评论与之相反，降
低了产品的退货率，提供免费退货标签对退货行为
没有产生显著影响。这些研究说明产品价格、产品
质量等产品本身的属性在退货行为的预测中占据着
重要的地位。孙永波等［4］通过实证分析研究用户的
购买行为与退货行为之间的关联，发现有过退货经
历的用户其后续的购买行为是可以被零售商善意
“操控”的。这启发研究者可以从用户特质的角度
去探讨对退货行为的预测。特别地，DE et al．［5］通过
实证方法研究电商平台中信息技术的使用对退货的
影响，包括图片、网站排版、文字描述等 ; FU et al．［6］

认为退货的发生是由两种不一致导致的，顾客期望
的商品属性与实际的商品属性之间不一致，实际的

商品属性与顾客收到的商品属性之间不一致，在此
基础上利用带有隐变量的概率矩阵分解预测了交易
的退货概率。

在退货政策方面，PASTERNACK［7］研究定价策略
和退货政策，提出一种对于短期寿命商品的层次定
价模型 ; 张霖霖等［8］将用户的退货行为引入到在线
零售企业的单周期和多周期定价订货策略研究中，
发现退货率与在线零售企业定价正相关，而与订货
量和收益负相关。这些研究都只聚焦于产品价格对
于退货的影响，没有很好地探讨其他属性对结果的
影响。李勇建等［9］研究在产品需求和消费者产品估
价均不确定的情况下，报童零售商的预售策略和无
缺陷退货问题，发现最优的退货策略是部分退款退
货策略，且最优退货价格为产品的残余价值。但却
在模型中忽略了产品需求与产品本身特征和消费者
类型之间的联系，类似的缺陷也存在于孙军等［10］的
研究中。赵晓敏等［11］着重从产品生命周期的视角探
讨不同的退货政策对企业供应链系统运作绩效的影
响; MUKHOPADHYAY et al．［12］发现提供友好的退货政
策能够增加收入，但同时也会由于高昂的退货和设
计费用增加成本，并基于此提出一种优化退货政策
的最大化模型 ; ANDERSON et al．［13］提出一个用来识
别最优退货政策的结构化模型，使零售商可以在销
售需求和退货成本之间进行取舍。与本研究不同的
是，这些关于退货政策的研究都是从较为宏观的角
度出发，在电子商务的环境下不容易进行个性化的
应用和推广。更进一步地，卢美丽等［14］将退货视为
一种促进销售的服务策略，讨论不同商品的服务敏
感系数、销量退货率和退货量对于价格敏感系数和
最优利润的影响; 单汨源等［15］聚焦于退运险这一细
分领域，通过构建数学模型分析不提供退运险服务、
赠送退货运费险和消费者购买退货运费险 3种退货
策略下零售商的盈利能力，证明了赠送退货运费险
这种策略的有效性。这些研究启发我们在对退货的
预测研究中，零售商的服务水平和品牌效应等因素
也应当融入到建模过程中。

以上研究一般仅从统计意义上分析影响退货的
各类因素，无法针对特定用户对特定商品的退货倾
向性进行分析。有鉴于此，本研究从更为微观和个
性化的角度出发，挖掘用户在退货过程中的行为模
式，进而预测用户对特定商品的退货风险，指导电子
商务企业的运营管理实践。
1． 2 二部图

现实世界中的许多行为活动都可以转换为二部
图结构，如用户购买产品和用户评价等。因而，关于
二部图的结构分析和模式发现等研究一直是热点问
题。MOONESINGHE et al．［16］基于实体之间的相似性
构造二部图，为每个实体分配异常得分，并假设与其
他实体之间的关系较少的实体更有可能是异常点 ;
BEUTEL et al．［17］对社交网络中的异常“点赞”行为进
行研究，他们将用户与社交网络的页面根据“点赞”
关系构造为二部图，并将疑似的非法“点赞”行为定
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义为一种基于时间的子图结构，从而将问题转化为
在二部图中的结构搜索问题。这类异常检测的研究
一定程度上证明了二部图的结构可以很有效地对退
货这类数据进行建模。ZHU et al．［18］通过构建用户和
产生内容的二部图，利用随机游走的方法研究社交
网络中用户影响力的识别和度量 ; FOUSS et al．［19］将
用户和产品构建成为二部图，并定义了在图结构上
的马尔科夫链的随机游走过程，他们通过定义一些
马尔科夫链上的基本度量，如第一次经过的时间、成
本和平均的游走时间等，以度量不同节点之间的相
似性，提供了一种利用随机游走方法对二部图中节
点进行排序的基本思路。HE et al．［20］提出一套贝叶
斯框架，可以基于图的链接结构和节点信息来研究
二部图上的节点排序问题，他们通过引入查询向量
来平滑二部图，在优化正则化函数的同时动态地更
新各节点的得分，进而实现排序的目的。查询向量
的引入能够很好地平滑异常点的影响，大幅提高算
法的鲁棒性，具有很强的借鉴意义。蔡小雨等［21］提
出一种采用群体信息的二部图链接预测方法，通过
对二部图进行投影，抽取二部图中节点对的局部结
构属性，并运用群体检测技术抽取节点对的群体属
性，融合二者作为相似度的度量标准，有效地提高了
二部图链接预测的准确率。在推荐领域，关雲菲［22］

通过构建用户项目二部图，引入用户的点击、收藏、
加入购物车和购买 4种行为数据优化评分系统，实现
了对传统的基于二部图的推荐算法的改进 ; 黄熠姿
等［23］根据用户的评论数以及与该用户对项目评分相
同的评论数量定义该用户的专家信任度，根据传统
的评分信息定义用户的偏好程度，提出融合专家信
息的二部图推荐算法，实验结果表明该算法表现出
了优良的性能。但这些工作的研究重点主要是对推
荐算法本身的改进，没有聚焦于用户在电子商务环
境中的退货行为模式的建模。

以上研究均说明，基于二部图研究具有较好的
泛化能力，可以适应多种场景下针对不同实体之间
交互关系的建模。因此，本研究以二部图结构组织
用户的产品退货记录，进而对个体用户在电子商务
中的退货行为进行预测分析。
1． 3 基于随机游走的推荐算法

自从随机游走被提出，就一直受到研究者的青
睐，现已被广泛应用于图像分割［24］、图挖掘［25 － 26］和
文本挖掘［27］等领域。近年来研究者通过构建用户网
络和产品网络，利用随机游走等模型，定义不同节点
之间的相似性，从而设计推荐算法，以解决稀疏性和
冷启动等传统推荐中常见的问题。PUCCI et al．［28］提
出一种基于随机游走的评分算法 ItemRank，可以根据
潜在目标用户的偏好对产品进行得分排序，进而实
现推荐的目的。但是该方法并没有考虑到与目标用
户相似的其他用户的偏好，对偏好的建模不够完备。
针对冷启动问题，SHANG et al．［29］提出一种基于马尔
科夫随机游走的混合协同过滤模型，发现与传统的
协同过滤模型相比，该算法能够更好地适应冷启动

的情况 ; 施海鹰［30］利用关联规则挖掘的特性，挖掘
用户属性与项目之间的关联，为新用户构造初始的
评分向量，弥补了传统推荐算法的不足。这类基于
协同过滤的模型难以处理极端稀疏的数据，且对异
常点十分敏感，不适合用来建模退货这类数据集。
张光前等［31］尝试从消费心理学的角度解决冷启动问
题，提出基于消费者购物记录分析其消费性格、基于
消费者消费性格进行新商品推荐的方法，通过消费
心理这一纽带建立起消费者与新商品之间的联系。
但该方法在应用时需要收集较多的额外信息，在电
子商务环境下难以有效实施。 JAMALI et al．［32］认为，
基于信任网络的推荐比传统的基于用户评分的推荐
包含更多的信息，有利于解决冷启动和稀疏性问题，
他们提出TrustWalker算法，即基于信任网络的随机游
走，并在游走的过程中返回预测的用户产品评分; 张
萌等［33］在此基础上提出一种基于用户偏好的PtTrust-
Walker算法，该算法在 TrustWalker的基础上通过细化
信任度量，引入权威度等信息加强了信任网络，使推
荐变得更有针对性和可解释性，并且一定程度上增
强了模型的稳定性。这类方法一般仅使用二部图本
身的信息，缺乏利用丰富的先验信息提高算法性能
的机制。MO et al．［34］将随机游走方法引入到基于事
件的社交网络的推荐中，通过构建异构图来表示社
交网络中不同类型的实体之间的交互作用，并提出
一种重启动的反向随机游走方法，以获得每个用户
的评分列表。类似的，曹云忠等［35］将社交网络中用
户间的交互行为引入信任的计算，通过基于信任的
随机游走模型实现了微博粉丝的精准推荐。与之类
似，在退货二部图中，用户间通过产品而产生的交互
行为也需要被引入到偏好的计算中。张怡文等［36］采
用共同项目和用户打分项目数量的共同性质体现用
户兴趣度，提出一种基于用户兴趣度的二部图随机
游走方法; 李镇东等［37］在传统的二部图推荐算法的
基础上，提出一种以单调饱和函数为权重，利用目标
用户和其他项目共同评分个数相对用户总数均值的
正切值作为相似性度量的推荐算法。这类研究大多
只从用户角度出发，没有将产品一侧的相似度融入
到模型之中。杨华等［38］将推荐网络的拓扑结构从二
部图延伸到更一般的网络，根据商品、品牌、店铺及
其关联关系构建混合图，通过重启动的随机游走算
法确定节点间的转移概率，实现商品推荐，证明了随
机游走方法在图排序问题上良好的泛化能力。

上述研究仅针对用户的购买记录进行建模，并
未考虑用户特征和产品本身的特征。而对于退货问
题来说，需要同时考虑与购买和退货相关的行为，融
合影响退货的用户特征和产品特征，从而提升模型
的预测精度。

2 基于二部图的退货风险模型
退货是用户的一项综合决策过程，与产品的购

买过程类似，在一定程度上反映了用户对于产品的
偏好特征和个性化的退货行为模式，同时也涉及到
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图 1 退货二部图结构示例
Figure 1 Example for Product Return Bipartite Network

用户和产品等不同实体。不同的用户对于不同类型
商品评价的侧重点不同，对应的退货行为也存在特
定的模式，因此需要针对用户购买和退货的行为数
据进行深度挖掘，进而对用户在购买各类产品时发
生退货的风险进行预测。对于具体的目标用户来
说，退货风险即为针对不同产品的退货倾向。
2． 1 退货二部图与随机游走

如前所述，二部图能够有效地表征不同类型实
体间的交互活动。实际上，电子商务中的退货场景
中所包含的用户和产品符合二部图刻画不同实体类
型间交互行为的结构。令由“用户 － 产品”的退货
记录构成的退货二部图为G，G = ( U∪I，E) ，U为电子
商务平台中的用户集合，I为平台上的产品集合，E为
该二部图的边集。二部图中的边由历史退货记录集
合T生成，形如 ( uj，ik，wjk )∈E，uj为用户，uj∈U，1≤ j≤
| U | ; ik为产品，ik∈I，1≤ k≤| I | ; wjk为uj用户对 ik产品的
退货次数。对二部图中的每一个用户节点和每一个
产品节点而言，度是图上的重要属性，因此可以引入
两个由权重矩阵W生成的对角矩阵DU和DI。

基于如上定义的退货二部图，可以根据二部图
的结构特征对图中的节点按照一定的规则进行排
序。因此，对于退货风险的预测问题可以转换为基
于二部图的结构发现问题。具体而言，对于特定用
户的退货风险的预测问题可以定义为 : 给定目标用
户节点uj，根据该节点在二部图中与不同产品的连
接以及与其他用户节点的相似性，得到该用户对于
不同产品的潜在风险退货列表。

随机游走提供了一种根据二部图中节点间的相
关性进行排序的方法，其基本思想是根据特定的概
率游走规则，在不同类型的节点间进行转移，直至收
敛，能够在一定程度上减小稀疏性的影响。因此，在
对用户和产品的退货风险进行建模时，本研究构建
二部图，并通过随机游走模型实现对用户和产品的
循环表示。具体而言，对应于本研究所关注的退货
二部图，可以将用户到产品的一条退货记录边作为
一条随机游走的路径，而在退货网络中的随机游走
则可以视作是退货风险在用户与用户之间、产品与
产品之间的传递。其中相似的用户具有相似的退货
行为，而相似的产品也会被相似的用户退货。图 1为
一个退货二部图结构的示意图，直接反映用户与产

品退货关系的结构特点。
于是，令uj用户为待预测的目标用户，由退货二

部图可以得到其对应的产品集合为 I( uj ) ，I( uj ) =
{ ik }，( uj，ik ) ∈T。显然，I( uj ) 中的产品与目标用户具
有较强的相关性。因此，基于随机游走的基本思想，
退过 I( uj ) 中产品的up用户则与目标用户具有较强的
相似性。与此同时，up用户所退的产品集合 I( up ) 也与
目标用户产生了相关性，循环迭代，则可以生成与目
标用户最相似的用户节点集以及最相关的产品节点
集。上述过程可形式化地描述为以下两个迭代规则，
即

ruj = ∑
| I|

k = 1
wjk rik ( 1)

rik = ∑
|U|

j = 1
wjk ruj ( 2)

其中，ruj为uj用户的退货风险，可以用其对应的退货
产品和退货次数表示 ; rik 为 ik 产品的退货风险，可以
用退过该产品的用户和退货次数表示。但是，根据
ZHOU et al．［39 － 40］的研究，上述形式的迭代规则不容易
平稳地收敛，很容易受到异常点和参数设置的影响，
所以需要进行形式上的正则化处理。因此，本研究
使用对于图的对称正则方法进行平滑处理，正则化
后的迭代规则为

ruj =∑
| I|

k = 1

wjk

d槡 j d槡 k

rik ( 3)

rik =∑
|U|

j = 1

wjk

d槡 j d槡 k

ruj ( 4)

其中，dj为二部图中uj用户的度，dk为二部图中 ik产品
的度。

本研究涉及的变量及其含义见表 1。
2． 2 融合退货特征的二部图排序模型
2． 2． 1 影响退货的特征分析

本研究针对用户和产品的各类特征进行观测。
在淘宝网中，平台根据用户的购买记录对用户的信
用水平进行评分。图 2给出不同信用评分用户的退
货率分布，其中高退货率的用户主要集中在低信用
评分区段，当信用评分超过2 000时，退货率基本稳
定在 0附近，总体呈现出负相关的趋势。由此可见，
用户的信用评分与退货有很强的相关性。不同信用
评分区段的用户具有不同的退货特征，信用评分较
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表 1 变量及其含义
Table 1 Variable and Definition

符号 描述

uj 索引为 j的用户

ik 索引为 k的产品

wjk uj 用户对 ik 产品的退货次数

U 用户集合，U = { uj | 1≤ j≤| U | }

I 产品集合，I = { ik | 1≤ k≤| I | }

Fuj uj 用户的特征属性向量

Fik ik 产品的特征属性向量

T 历史退货记录集合，T = { ( uj，ik ) }

u 迭代收敛后用户退货风险向量

i 迭代收敛后产品退货风险向量

R( uj ) 对 uj 用户退货风险预测得到的产品集合

G 用户－产品退货二部图，G = ( U∪I，E)

E 二部图的边集

W 二部图的权重矩阵，W = { wjk }

DU 用户节点的度矩阵

DI 产品节点的度矩阵

图 2 不同信用评分用户的退货率分布
Figure 2 Product Return Rate Distribution
for Users with Different Credit Scores

低的用户退货倾向更明显。
图 3给出不同价格的产品呈现出的不同的退货

特征。由图 3可知，随着产品价格的升高，产品的退
货率也逐渐升高，呈现出正相关的特征。一般来说，
对于价格较为便宜的产品，用户的期望相对较低，退
货风险较小 ; 而对于价格较高的产品，用户要求较
高，发生退货的风险也更高。因此，产品价格可以作
为预测退货风险的一大特征。

图 4给出产品运费的支付方与退货频次分布之
间的关系。由图 4可知，当运费支付方为用户时退货

图 3 不同价格产品的退货率分布
Figure 3 Product Return Rate
Distribution with Different Price

图 4 不同产品运费支付方的退货频次分布
Figure 4 Product Return Frequency Distribution
When Shipping Rate Paid by Different Parties

风险更高。因此，产品包邮与否也可以作为测量退
货风险的特征。

此外，在电子商务环境中，用户只能通过产品的
简介和描述来判定产品的质量，其中是否拥有质保
证书是一项重要的指标，图 5给出是否拥有质保证书
的产品被退货的频次分布。由图 5可知，无质保证书
的产品被退货的风险高于有质保证书的产品。可能

图 5 产品是否拥有质保证书的退货频次分布
Figure 5 Product Return Frequency Distribution

over Whether Product Has Warranty
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无质保证书的产品总体上质量较差，也可能因为用
户对无质保证书的产品持负面态度。因此，有无质
保证书也可以作为影响退货的重要特征融入到退货
风险的预测模型中。
2． 2． 2 退货特征相似性度量

随机游走测量用户与产品之间的相关性，表示
退货风险在二部图中传递。因此，为了将上述相关
特征融入到随机游走过程中，需要度量用户与产品
在不同特征间的相似性，并将相似性作为随机游走
的先验信息，指导游走过程。

( 1) 用户静态相似性的度量
根据图 2可知，不同信用评分的用户具有不同的

退货行为特征，可以很好地用来量化用户的静态相
似性。对于任意的目标用户uj，任取用户集合U中的
一个元素记为 ul，设计如下的相似性函数计算该用
户与目标用户之间的相似度，即

SU ( uj，ul ) =
| Suj － Sul |

max( Suj － min
1≤x≤|U|

Sux，max
1≤x≤|U|

Sux － Suj )
( 5)

其中，SU ( uj，ul ) 为基于用户的相似性度量函数，Suj为
uj用户的信用评分，Sul为ul用户的信用评分，Sux为除
uj和ul用户外其他任一用户的信用评分。当 ul用户是
目标用户时，SU ( uj，ul ) 的取值为0; 当ul用户不是目标
用户，但与目标用户信用评分差距最大时，SU ( uj，ul )
的取值为1。且SU ( uj，ul ) 在0～1之间具有良好的线性变
化性质。

( 2) 产品相似性的度量
根据之前的观测，产品的相关特征属性主要包

括价格、产品包邮与否和是否有质保证书 3项，价格
是连续性变量，其他两项是［0，1］变量。为了消除量
纲的影响，先对价格属性进行归一化处理，归一化函
数为

f ( ik，ip ) =
| Pik － Pip |

max( Pik － min
1≤y≤| I|

Piy，max1≤y≤| I|
Piy －Pik )

( 6)

其中，ik为目标产品，ip 为产品集合 I中的任意一个元
素，Pik为 ik产品的价格，Pip为 ip产品的价格，Piy为除 ik
和 ip产品外其他任一产品的价格。

令 ik产品经过归一化后的特征属性向量为Fik，ip
产品经过归一化后的特征属性向量为 Fip，采用调整
的相关系数作为产品之间相似性的度量函数，记为
SI ( ik，ip ) ，即

SI ( ik，ip ) = 0． 5·
cov( Fik，Fip )

Var( Fik槡 ) Var( Fip槡 )
+ 0． 5 ( 7)

( 3) 退货特征的随机游走
在测量退货特征相似性的基础上，可将其作为

算法的先验信息融入到随机游走中。具体而言，通过
SU ( uj，ul ) 函数计算所有用户与目标用户uj的相似性，
可以生成用户的先验信息 u0，从而将用户特征融合
到用户端退货风险的测量中，即

u0 = { SU ( uj，ul ) } 1≤ l≤| U | ( 8)
产品在退货特征上的相似性也可以作为产品端

游走过程的先验信息，以此改进 ( 2) 式中对于产品退

货风险的测量。同时，由于退货风险预测的目标是寻
找目标用户最可能退货的产品列表，所以产品的先验
信息还应包含产品与目标用户之间的相关性，这里采
用退货次数占比作为相关性的度量，记为 r( uj，ik ) ，即

r( uj，ik ) =
wjk

( DU ) jj
( 9)

其中，( DU ) jj为uj用户的总退货次数。但是，用户的退
货记录矩阵是较为稀疏的矩阵，即目标用户对很多产
品的退货次数可能为0，难以进行有效的区分。因此，
本研究在产品特征相似性的基础上，引入基于产品特
征相似性的平均退货次数占比，记为C( uj，ik ) ，即

C( uj，ik ) =
∑

ip∈I( uj)
SI ( ik，ip ) r( uj，ik )

| I( uj ) |
，ikI( uj )

r( uj，ik ) ，ik∈I( uj

{
)

I( uj ) = { ip }，( uj，ip )∈T ( 10)
根据( 10) 式可以测量 uj 目标用户与所有产品之

间的相关性，进而生成产品的先验信息 i0，从而将产
品特征融合到产品端退货风险的测量中，即

i 0 = { C( uj，ik ) }，1≤ k≤| I | ( 11)
进一步地，引入超参数 α和 β对原有的随机游走

过程和退货特征的相似性进行线性组合，得到融合
的迭代规则。

ruj = β∑
| I|

k = 1

wjk

d槡 j d槡 k

rik + ( 1 － β) u0
j，0 ≤ β≤ 1 ( 12)

rik = α∑
|U|

j = 1

wjk

d槡 j d槡 k

ruj + ( 1 － α) i0k，0 ≤ α≤ 1 ( 13)

其中，α和 β为超参数，α表示产品先验信息的重要
性，β表示用户先验信息的重要性。上述规则可以使
用向量形式更为简洁地表达为

u = β( D － 1
2

U WD － 1
2

I ) i + ( 1 － β) u0，0 ≤ β≤ 1 ( 14)

i = α( D － 1
2

U WD － 1
2

I )
Tu + ( 1 － α) i0，0 ≤ α≤ 1 ( 15)

其中，u 为按与目标用户相似性排序的用户向量，i
为按退货风险排序的产品向量。

上述迭代规则是基于二部图的退货风险预测模
型的核心，根据迭代规则可以设计如算法1( ReRank)
所示的退货风险预测方法。具体而言，输入目标用
户、权重矩阵、超参数α和 β，经过多次的迭代直至收
敛，最终输出u和 i，其中排名前N的产品集合R( uj ) 作
为预测的退货风险列表。
算法 1 基于二部图的退货风险预测模型 ( ReRank)

Input: Target User uj，Weight matrixW，hyperparameters

α，β;

Output: User vector u，Product vector i;

1: Compute User prior information u0 according to equa-
tion( 8)
2: Compute Product prior information i 0 according to e-
quation( 11)

3: Symmetrically normalize W: D － 1
2

U WD － 1
2

I ;

4: Randomly initialize i and u ;
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5: while Stopping criteria is not met do:

6: u = β( D － 1
2

U WD － 1
2

I ) i + ( 1 － β) u0 ;

7: i = α( D － 1
2

U WD － 1
2

I )
Tu + ( 1 － α) i 0 ;

8: end

9: return i and u

3 实验
3． 1 实验设计

本研究从淘宝网的在线商家中获取交易数据，
淘宝网是阿里巴巴旗下的电子商务B2C购物网站，是
目前中国最大的电子商务平台之一。该在线商家主
要经营护肤产品，包括面霜、面膜、香水等。该数据
集包含用户记录、产品记录和2013年全年的退货记
录。为了更好地发现用户退货的潜在行为模式，本
研究对发生频繁退货的用户进行采样，保留退货次
数超过 2的用户及其退货记录。并抽取用户的信用
评分作为用户特征，以产品价格、运费支付方和证书
状态作为产品特征。抽样后形成的新数据集的统计
数据见表 2。

表 2 数据集描述
Table 2 Description for Dataset

描述 数值

用户数 6 433

产品数 16 184

退货记录数 18 823

用户平均退货次数 2． 93

产品平均退货次数 1． 16

将退货记录划分为 5份，取其中的 4份划入训练
集，其余的划入测试集。对于无法等分的部分，向上
取整划入训练集中。在此基础上进行实验。
3． 2 实验比较方法和评价指标
3． 2． 1 实验比较方法

为了验证本研究提出的算法ReRank的实际预测
效果，选取一些常用的推荐方法作为基准比较方法。

( 1) 基于产品的协同过滤 ( ItemCF)
基于产品的协同过滤的基本思想是向用户推荐

与他们之前偏好的产品相似的产品。该算法认为，A
产品与B产品具有很强的相似性是因为偏好A产品
的用户也更倾向于偏好 B产品。记A产品的退货向
量为VA，B产品的退货向量为VB，采用余弦夹角计算
二者之间的相似度可以得到产品的相似度矩阵。对
于目标用户，利用产品相似度对用户偏好程度进行
加权平均，经排序后可输出推荐列表R( uj ) 。

SI ( VA，VB ) =
∑
|VA|

j = 1
( VAjVBj )

∑
|VA|

j = 1
( VAj )槡

2 ∑
|VB|

j = 1
( VBj )槡

2

( 16)

其中，VAj为退货向量VA的第 j个分量的值，VBj为退货
向量VB的第 j个分量的值。

( 2) 基于用户的协同过滤 ( UserCF)
基于用户的协同过滤的基本思想是向用户推荐

与其相似的用户所偏好的产品。该算法认为，C用户
与D用户很相似是因为二者偏好同样的产品。记 C
用户的退货向量为VC，D用户的退货向量为VD，采用
余弦夹角计算二者之间的相似度可以得到用户之间
的相似度矩阵。对于目标用户，利用用户相似度对
产品偏好程度进行加权平均，经排序后可输出推荐
列表R( uj ) 。

SU ( VC，VD ) =
∑
|VC|

j = 1
( VCjVDj )

∑
|VC|

j = 1
( VCj )槡

2 ∑
|VD|

j = 1
( VDj )槡

2

( 17)

其中，VCj为退货向量VC的第 j个分量的值，VDj为退货
向量VD的第 j个分量的值。

( 3)奇异值分解 ( SVD)
奇异值分解是一种矩阵分解的方法，它可以将

推荐问题映射到一个隐含空间进行求解。对于本研
究关注的退货问题，给定退货矩阵W，wjk为矩阵中任
意元素。SVD假设用户和产品都可以被映射到一个
低维度的隐含空间，而退货矩阵可以分解为用户对
各个隐含因子的偏好程度 L以及产品包含各个隐含
因子的程度M。典型的奇异值分解公式为

W = LΣMT ( 18)

其中，Σ为分解后的中间矩阵。
( 4)非负矩阵分解 ( NMF)
与SVD方法类似，NMF也是将消费者对于产品的

评分矩阵分解为消费者与产品的隐含矩阵。NMF要
求输入矩阵元素非负，目标是最小化消费者对于产
品的评分矩阵与多个隐含矩阵乘积之间的距离。
3． 2． 2 评价指标

( 1)准确率 ( Precision)
准确率是反映预测精度的单值指标，表示预测

的退货风险列表中实际发生退货的产品数在预测列
表中所占的比例。因此对于 uj用户，退货风险预测得
到的产品集合为R( uj ) ，R( uj ) 中实际发生退货的产品
集合为hits( uj ) ，对应的准确率为

Precisionuj =
| hits( uj ) |
R( uj )

( 19)

( 2) 召回率 ( Recall)
召回率是指预测的退货风险列表中实际发生退

货的产品数在用户实际发生退货的产品数中所占的
比例。对于uj用户，其实际发生退货的产品集合记为
I( uj ) ，R( uj ) 中实际发生退货的产品集合为hits( uj ) 。
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Recalluj =
| hits( uj ) |

I( uj )
( 20)

( 3) nDcg
该指标用来测量算法能否将实际发生的退货产

品置于预测风险列表的顶端，该指标值越大，说明得
到的预测精度越高。对于uj用户，退货风险预测得到
的产品集合为R( uj ) ，长度为N。计算Dcg的公式为

Dcg = q1 +∑
N

k = 2

qk
log2 ( k)

k = 1，2，…，N ( 21)

其中，当排序列表中的第 k件产品在交易记录中被实
际购买时，qk = 1; 反之，qk = 0。为了得到nDcg，需要对
Dcg进行标准化，即

nDcg = Dcg
Idcg ( 22)

其中，Idcg为在最理想的排序情形时Dcg的取值，即最
大化的取值。当有多个目标用户时，计算不同用户
nDcg的均值即可。
3． 3 退货风险预测实验结果
3． 3． 1 算法收敛性分析

基于随机游走算法的特点，在实验中首先利用
用户和产品的退货风险向量平均值的变化率对算法
的收敛进行分析。取α = 0． 5，β = 0． 8，根据( 14)式和
( 15)式计算迭代后得到的退货风险向量 u和 i，同时
计算与上次迭代得到的向量的平均值的变化率。收
敛性分析见图6，随着迭代次数的增加，用户和产品
退货向量的变化率都在同时减小，当迭代次数大于
10时，u和 i平均值的变化率同时趋近于0，算法趋于
收敛。

图 6 算法的收敛性分析结果
Figure 6 Convergence Analysis Results

for the Algorithm

3． 3． 2 参数敏感性分析
本研究提出的ReRank算法中包含α和 β两个超参

数，分别用来衡量产品先验信息和用户先验信息的
重要性，可以根据实际的使用情况自由设置。不同
的参数设置可以导致不同的推荐结果，因此在本实
验中着重分析模型对超参数的敏感性。

取 β = 0． 8并保持不变，分析 α对模型性能的影

响，见图7。由图 7可知，分别在列表长度为5、10和15
的情形下进行参数分析，随着 α值的增大，模型的召
回率呈现不断下降的趋势，准确率先升后降。当 α =
1，即无任何产品先验信息时，与包含一定的先验信
息时相比，模型的准确率和召回率都有明显的下降，
可见先验信息对于模型性能的重要影响。

( a) 准确率

( b) 召回率
图 7 α的敏感性分析

Figure 7 Sensitivity Analysis Results for the α

取α = 0． 5，分析 β对模型性能的影响，见图8。由
图 8可知，在退货预测列表长度分别为5、10和15时，
随着β值的不断增加，模型的召回率总体呈上升的趋
势，准确率总体呈下降的趋势。同样的，当β = 1，即无
任何用户先验信息时，与包含一定的先验信息时相
比，模型的准确率和召回率也都有明显的下降。另
外，准确率和召回率曲线的变化幅度都很小，说明在
该数据集上ReRank算法对β不敏感。
3． 3． 3 算法性能分析

进一步地，设定最优参数 ( α = 0． 5，β = 0． 8) ，对
所有用户的退货风险进行预测，即根据用户对于产
品的退货风险预测用户的退货列表。将预测结果与
UserCF、ItemCF、SVD和 NMF等算法进行对比，分析结
果见图9。整体上看，本研究提出的算法在所有指标
上均表现得最好，当列表长度为15时，与NMF相比，
ReRank的准确率提高了 16%，召回率提高了 17%，
nDcg提高了 11%。另外，基于产品的协同过滤表现
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( a) 准确率

( b) 召回率
图 8 β的敏感性分析

Figure 8 Sensitivity Analysis Results for the β

出较差的性能，可能是因为在该数据集中产品的退
货记录较为分散，所以基于产品的相似度计算区分
度不高。
3． 3． 4 退货特征的预测能力分析

为了进一步分析融合到随机游走过程的各个退
货特征对于退货风险的预测能力，分别在初始的随
机游走模型中加入各个特征，得到各自的预测精度，
见表3。在模型中加入所有特征后，各项预测指标均

表 3 不同退货特征的预测能力
Table 3 Predictive Power

for Different Product Return Feature

退货特征 准确率 召回率 nDCG

所有特征 0． 018 0． 078 0． 095

信用评分 0． 013 0． 062 0． 074

产品价格 0． 012 0． 076 0． 062

运费支付方 0． 009 0． 054 0． 058

证书状态 0． 008 0． 054 0． 062

无特征 0． 009 0． 051 0． 055

( a) 准确率

( b) 召回率

( c) nDCG
图 9 不同算法的性能比较结果
Figure 9 Results for Comparing

Performance for Different Algorithms

达到最高，而不加入任何退货特征的模型整体表现
最差。单独加入用户的信用评分或产品价格均从较
大程度上提升了算法的精度，并且偏重不同的精度
指标，信用评分有效提升了准确率，产品价格提升了
召回率。运费支付方式和质保证书也从一定程度上
改进了算法的预测精度，但精度的提升幅度有限。
分析结果再次表明，融合了退货特征的随机游走模
型能对退货风险进行更细致的建模。

实际上，本研究提出的 ReRank算法对于不同类
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型的退货特征有较好的可扩展性，各类特征均可以
根据相似性的测量融入到随机游走的先验信息中。

4 结论
4． 1 研究结果

本研究聚焦于电子商务环境下的退货问题，针
对电子商务企业的交易、用户和退货数据，提出一种
分析和预测用户对于特定产品退货风险的方法。①
退货行为中包含的用户和产品两种实体类型，通过
引入二部图结构来组织历史退货记录，将问题形式
化为二部图上的节点排序问题。②设计退货风险的
随机游走过程，实现用户与产品退货风险的互相表
示。基于实际退货数据的观测，发掘影响退货的各
类特征属性，并将其转化为先验信息引入模型，有效
引导退货风险在用户与产品间的游走过程。③通过
在真实数据集上的实验表明，本研究提出的模型比
其他方法具有更高的性能，并且相关退货特征的引
入可以提升退货风险的预测精度。本研究主要适用
于退货率较高且退货难度较低的电子商务环境。
4． 2 理论和实践意义

本研究的意义包含两个方面。①提供了一种识
别潜在高退货风险的用户和高风险产品的方法，对
于电子商务企业的运营管理决策具有较强的实践意
义。相关企业可以利用本研究提出的分析和预测方
法对相关的用户购买各类产品时进行风险判断，有
针对性地加强客户关系管理。同时可以加强对高退
货风险产品的管理和规划，如采用加强包装、改善产
品质量等方式，以规避退货风险。②本研究针对电
子商务退货数据，创新性地将二部图随机游走模型
应用到退货风险管理中，为电子商务领域相关研究
提供一种新的视角，具有一定的理论意义。
4． 3 研究的局限和不足

①受数据本身的限制，本研究采用的退货特征
相对有限，因此仅针对部分用户和产品的相关特征
进行融合。但实际上仍存在大量影响退货的因素，
如产品的选择过程、产品退货的难易程度等，可以更
有效地识别退货风险。虽然本算法对各类特征具有
较强的可扩展性，但仍无法全面验证和分析退货特
征对于风险的预测能力。②本研究仅针对截面时间
上的退货数据进行分析，但实际上用户的退货行为
和产品的被退货模式可能随时间发生变化，因此未
来研究需对模型进行动态性的扩展。③后续研究可
以结合一些行为学研究范式，补充个体用户对于电
子商务环境下退货的主观认知，从而更好地揭示退
货的管理意义。
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Risk Prediction for Product Return in Electronic Commerce
Based on Random Walk

LIU Guannan1，ZHANG Liang1，MA Baojun2
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Abstract: Recently product return has become a focal issue in e-commerce platforms with the thorough development of e-busi-
ness． The high ratio of product returns can cause additional costs in logistics，maintenance，etc．，which can impact the normal
operation of enterprises． Therefore，it is extremely necessary to prevent the product return risk and identify the return propensity
for e-business to improve the decision-making for e-commerce operation． In the era of big data，e-commerce enterprises have ac-
cumulated large amount of heterogeneous data including sales，returns and customers，which can be utilized to mine consumers'
purchase and return pattern，and further predict the return risks．

With respect to modeling the return risks in e-commerce，a bipartite network is introduced to organize the product return re-
cords，with the consumers and items representing the two types of nodes，and the edges representing the return event． Then，the
prediction problem can be formulated as a ranking problem in the bipartite network． According to the structural characters of the
returning consumers and returned products，random walk，which is a typical ranking method，is defined to represent the passing
of risk information between consumers and products． The return risks of consumers can be represented as the products they have
ever returned，while the return risk of products can be represented by the corresponding consumers． In addition，considering the
sparsity issues in product return records，the innate features of the consumers and products are further incorporated by computing
the similarity between the products and the product，and then the similarity is fed into the random walk as prior information．
Thus，a prediction approach with the features fused is developed to improve the accuracy of prediction．

The model is validated on the real-world e-commerce product return data，which is obtained from an online merchant in
Taobao． The experiments demonstrate the effectiveness of the proposed prediction method ReRank in comparison with other base-
line methods including SVD，NMF，etc． Moreover，the experiments also show that the related features of both the consumers and
products can improve the predictive power，among which the product warranty，product price can contribute significantly to the
predictive accuracy．

The proposed approach is applicable for e-commerce enterprises． On one hand，the enterprises can utilize the approach to i-
dentify the return risks and enhance customer relationship management toward particular customers． On the other hand，they can
improve the planning and management for products with high return risk and take measures such as improving the quality，
strengthening the wrapping．
Keywords: electronic commerce; product return; bipartite network; random walk
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